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摘要
数据是政府、企业和机构的重要资源。数据治理关注数据资源有效利用的众多方面，如数据资产确权、数

据管理、数据开放共享、数据隐私保护等。从数据管理的角度，探讨了数据治理中的一项关键技术：数据

整理。介绍了以数据拥有者和直接使用者（行业用户）为核心的数据整理的关键技术，包括数据结构化处

理、数据质量评估及数据清洗、数据规范化、数据融合与摘取、数据整理的发布共享等。最后，针对加强

数据整理方面的研究提出了一些思考。
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Data wrangling: a key technique of data governance

Abstract
Data is an important resource for governments, businesses and institutions. Data governance focuses on many aspects 

of effective use of data resources, such as data asset, data management, data sharing, and data privacy.  A key technique-

data wrangling-in data governance from the perspective of data management was explored. The key technologies of data 

wrangling based on data owners and direct users-industry users were emphasized, including data structure processing, data 

quality assessment and data cleaning, data normalization, data fusion and extraction, data publishing and sharing, etc. Finally, 

some thoughts on strengthening the research on data organization were put forward.
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1  引言

大数据作为一种资源，在政府、大型企

业和机构中发挥着越来越重要的作用。随

着大数据应用的不断推进，与数据资源的

价值提炼、保值和增值密切相关的大数据

治理越来越引起人们的重视。大数据治理

是一项复杂的工程，它需要在国家、行业、

企业等多个层面上开展 体系化的建设，技

术上包含数 据资产 确权、数 据 管理、数 据

开放共享、数 据隐 私保 护等诸多方面。这

些技 术面临的挑战多、难度 大，很多方面

还没有形成被广泛认可的系统化的解决方

案。本文从数据管理这一关键环节出发，

探讨其中的关键支撑技术：数据整理（data 

wrangling）。

数据整理也叫数据准备，是在挖掘提

炼数据价值的过程中进行的前期的数据预

处 理工作。它看似 不足轻 重，实则非常 重

要。有调查研究表明[1]，很多大数据分析任

务80%以上的工作花费在数据整理上，这给

数据分析带来了巨大的人力成本。很多分析

设想因为承担不起前期的数据整理工作而

最终被放弃。更重要的是，由于缺少系统性

和理论性的支撑，数据整理的质量千差万

别，这给数据分析的结果带来了很大的不确

定性，大大影响了大数据价值的挖掘与 提

炼。因此，人们很有必 要重 视数 据整理的

研究工作，它是整 个数据治理环 节中一项

重要的基 础性工作，但是这项工作 在学术

界和企业界并没有得到应有的重视。

2  数据整理概述

在数据仓库时代，数据预处理主要指

的是抽取、转换和加载（ETL）过程。笔者

探 讨 的 数 据 整 理 和 E T L 过 程 有 相 似 的地

方，两 者 都 将 多 源 异 构 的 数 据 集 通 过 一

系列处理和转换，变成想要的输出形式。

但 二者之间是存在较大差别的[2]，具体如

下。

● 针对的用户不同。ETL服务于专业的

数据工程师，而数据整理服务于企业内部所

有的数据使用者，以对数据处理技术不熟

悉的业务用户为主。这些用户虽然缺少数据

管理与数据处理知识，但对业务非常熟悉，

对数据背后的语义更清楚。他们是企业机

构大数据价值发现的主力。如何针对这类

业务型数据分析人员的需求和特点，提供高

效的数据整理工具，是数据整理技术面临

的一大挑战。

● 数据处理的目的不同。数据仓库中的

ETL是为了建立数据仓库采用的相对固定

的数据处理流水线。数据处理过程一旦建

立，整个过程比较静态，很少再变化。数据

整理是针对企业业务系统中的问题，动态构

建的数据处理过程。它针对具体问题进行

数据预处理，针对不同问题采用不同的数据

整理过程，一些任务之间可以共享某些数

据整理过程。

● 数据处理的对象不同。ETL处理的数

据对象多为业务系统数据库中的结构化数

据源，这些数据源有很规范的元数据。数据

整理则面临更复杂、更多样化的数据源，直

接应对大数据多样性（variety）的挑战。这

种多源异构性在很多大数据应用中非常常

见。数据整理技术通常需要帮助用户将其

拥有的数据与外部的一些数据源进行关联

和数据融合。融合过程中存在的大量数据

质量问题（如数据项缺失、不一致、重复、

错位、异常值等）给数据整理带来了巨大挑

战。与ETL技术相比，这种变化是一种质的

变化。

数据整理是为了使数据更好地服务于

数据分析而对数据进行的审查和转换的过

程，它是整个数据分析流程中最占用精力的

过程。从技术上讲，数据整理包含前期数据

解析与结构化处理、数据质量评估与数据

清洗、数据集成和提纯等过程。由于问题的

复杂性，数据整理过程通常不是完全自动

化的，而是需要用户介入的反复迭代和交互

的过程。数据可视化、用户反馈与交互在整

个过程中都发挥了重要作用。数据整理是由

数据可视化领域的Jef fer y Heer教授（华盛

顿大学）和数据库领域的Joseph M. Heller-

stein教授（加州大学伯克利分校）等人较早

提出来并持续开展系列研究的[1-2]。他们还

将研究成果进行了产业化，成功创立了以数

据整理为主业的Trifacta公司。本文主要在

上述两位教授及其合作者发表的一些成果
[1-2]的基础上，对数据整理包含的一些核心

要素进一步地阐述，以期引起人们对数据

整理研究和应用的重视。

3  数据整理的核心技术

3.1  数据的结构化处理

很多数据模型和算法是构建在结构化

数据基础上的，多源异构数据要更好地与

其他数据集融合，结构化处理是必不可少

的过程。数据结构化处理首先要对原始数

据 进行 解 析，提取出需要的信息，再进一

步将其转换成结构化数据。很多非结构化

数据、Web数据是以文本形式存在的，需要

使用信息抽取技术识别文本中的实体、属

性、关系等信息。也有很多数据采用的是结

构化强一些的数据模型，如JSO格式，这类

数据相对关系型数据更灵活，在结构化转

换过程中也需要一些技术上的处理。结构

化处理的主要输出形式是二维表或者图数

据，它需要用户确定数据在转换过程中采用

的规则。

3.2  数据质量评估与数据清洗

结构化处理主要是数据表达形式上的

转换，数据结构化之后并不意味着能够直

接使用。处理后的数据还要进行质量评估，

如果发现数据中存在问题，则采取进一步

的数据清洗措施。这个过程称作数据质量

评估。一些简单的数据质量问题可以利用自

动化的算法发现，因为数据质量问题的多样

性和不可预测性，数据可视化技术成为数

据质量评估的关键技术。借助可视化技术，

对数据语义非常了解的业务人员更容易发

现数据存在的质量问题（如缺失、不一致、

异常等）。伴随着数据质量问题的发现，用

户可以定义一些数据清洗规则，批量化地

处理数据中存在的质量问题，提高数据清

洗的效率。在数据库研究领域，也有人借助

众包的思路提升数据清洗的效率[3]。这种做

法也是基于用户在数据清洗过程中发挥的

重要作用进行的。在数据清洗过程中，需要

多轮次的人机交互，系统的交互界面和交

互方式对于数据清洗算法的有效性尤为重

要。

3.3  数据规范化

数据清洗还有一项重要的内容是数据

规范化，这也是数据准备中常见的问题。规

范化有简单的底 层数据层面的，如数据类

型转换、单位变换、格式表换等，也有较为

复杂的数据项规范化处理，如电话号码、邮

编、地址等。这类问题的主要成因是自然语

言表达上的差异性会造成同一实体存在多

种表 达形式。比较典 型的例子是 地址，人

们需要对其进行规范化处理，以提升数据

的质量。地址的规范化面临的一个比较大

的挑战就是粒度的选取，同一个地址可以

用不同粒度进行表达。数据的规范化处理

需要根据应用的需求特点，确定数据粒度
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1  引言

大数据作为一种资源，在政府、大型企

业和机构中发挥着越来越重要的作用。随

着大数据应用的不断推进，与数据资源的

价值提炼、保值和增值密切相关的大数据

治理越来越引起人们的重视。大数据治理

是一项复杂的工程，它需要在国家、行业、

企业等多个层面上开展 体系化的建设，技

术上包含数 据资产 确权、数 据 管理、数 据

开放共享、数 据隐 私保 护等诸多方面。这

些技 术面临的挑战多、难度 大，很多方面

还没有形成被广泛认可的系统化的解决方

案。本文从数据管理这一关键环节出发，

探讨其中的关键支撑技术：数据整理（data 

wrangling）。

数据整理也叫数据准备，是在挖掘提

炼数据价值的过程中进行的前期的数据预

处 理工作。它看似 不足轻 重，实则非常 重

要。有调查研究表明[1]，很多大数据分析任

务80%以上的工作花费在数据整理上，这给

数据分析带来了巨大的人力成本。很多分析

设想因为承担不起前期的数据整理工作而

最终被放弃。更重要的是，由于缺少系统性

和理论性的支撑，数据整理的质量千差万

别，这给数据分析的结果带来了很大的不确

定性，大大影响了大数据价值的挖掘与 提

炼。因此，人们很有必 要重 视数 据整理的

研究工作，它是整 个数据治理环 节中一项

重要的基 础性工作，但是这项工作 在学术

界和企业界并没有得到应有的重视。

2  数据整理概述

在数据仓库时代，数据预处理主要指

的是抽取、转换和加载（ETL）过程。笔者

探 讨 的 数 据 整 理 和 E T L 过 程 有 相 似 的地

方，两 者 都 将 多 源 异 构 的 数 据 集 通 过 一

系列处理和转换，变成想要的输出形式。

但 二者之间是存在较大差别的[2]，具体如

下。

● 针对的用户不同。ETL服务于专业的

数据工程师，而数据整理服务于企业内部所

有的数据使用者，以对数据处理技术不熟

悉的业务用户为主。这些用户虽然缺少数据

管理与数据处理知识，但对业务非常熟悉，

对数据背后的语义更清楚。他们是企业机

构大数据价值发现的主力。如何针对这类

业务型数据分析人员的需求和特点，提供高

效的数据整理工具，是数据整理技术面临

的一大挑战。

● 数据处理的目的不同。数据仓库中的

ETL是为了建立数据仓库采用的相对固定

的数据处理流水线。数据处理过程一旦建

立，整个过程比较静态，很少再变化。数据

整理是针对企业业务系统中的问题，动态构

建的数据处理过程。它针对具体问题进行

数据预处理，针对不同问题采用不同的数据

整理过程，一些任务之间可以共享某些数

据整理过程。

● 数据处理的对象不同。ETL处理的数

据对象多为业务系统数据库中的结构化数

据源，这些数据源有很规范的元数据。数据

整理则面临更复杂、更多样化的数据源，直

接应对大数据多样性（variety）的挑战。这

种多源异构性在很多大数据应用中非常常

见。数据整理技术通常需要帮助用户将其

拥有的数据与外部的一些数据源进行关联

和数据融合。融合过程中存在的大量数据

质量问题（如数据项缺失、不一致、重复、

错位、异常值等）给数据整理带来了巨大挑

战。与ETL技术相比，这种变化是一种质的

变化。

数据整理是为了使数据更好地服务于

数据分析而对数据进行的审查和转换的过

程，它是整个数据分析流程中最占用精力的

过程。从技术上讲，数据整理包含前期数据

解析与结构化处理、数据质量评估与数据

清洗、数据集成和提纯等过程。由于问题的

复杂性，数据整理过程通常不是完全自动

化的，而是需要用户介入的反复迭代和交互

的过程。数据可视化、用户反馈与交互在整

个过程中都发挥了重要作用。数据整理是由

数据可视化领域的Jef fer y Heer教授（华盛

顿大学）和数据库领域的Joseph M. Heller-

stein教授（加州大学伯克利分校）等人较早

提出来并持续开展系列研究的[1-2]。他们还

将研究成果进行了产业化，成功创立了以数

据整理为主业的Trifacta公司。本文主要在

上述两位教授及其合作者发表的一些成果
[1-2]的基础上，对数据整理包含的一些核心

要素进一步地阐述，以期引起人们对数据

整理研究和应用的重视。

3  数据整理的核心技术

3.1  数据的结构化处理

很多数据模型和算法是构建在结构化

数据基础上的，多源异构数据要更好地与

其他数据集融合，结构化处理是必不可少

的过程。数据结构化处理首先要对原始数

据 进行 解 析，提取出需要的信息，再进一

步将其转换成结构化数据。很多非结构化

数据、Web数据是以文本形式存在的，需要

使用信息抽取技术识别文本中的实体、属

性、关系等信息。也有很多数据采用的是结

构化强一些的数据模型，如JSO格式，这类

数据相对关系型数据更灵活，在结构化转

换过程中也需要一些技术上的处理。结构

化处理的主要输出形式是二维表或者图数

据，它需要用户确定数据在转换过程中采用

的规则。

3.2  数据质量评估与数据清洗

结构化处理主要是数据表达形式上的

转换，数据结构化之后并不意味着能够直

接使用。处理后的数据还要进行质量评估，

如果发现数据中存在问题，则采取进一步

的数据清洗措施。这个过程称作数据质量

评估。一些简单的数据质量问题可以利用自

动化的算法发现，因为数据质量问题的多样

性和不可预测性，数据可视化技术成为数

据质量评估的关键技术。借助可视化技术，

对数据语义非常了解的业务人员更容易发

现数据存在的质量问题（如缺失、不一致、

异常等）。伴随着数据质量问题的发现，用

户可以定义一些数据清洗规则，批量化地

处理数据中存在的质量问题，提高数据清

洗的效率。在数据库研究领域，也有人借助

众包的思路提升数据清洗的效率[3]。这种做

法也是基于用户在数据清洗过程中发挥的

重要作用进行的。在数据清洗过程中，需要

多轮次的人机交互，系统的交互界面和交

互方式对于数据清洗算法的有效性尤为重

要。

3.3  数据规范化

数据清洗还有一项重要的内容是数据

规范化，这也是数据准备中常见的问题。规

范化有简单的底 层数据层面的，如数据类

型转换、单位变换、格式表换等，也有较为

复杂的数据项规范化处理，如电话号码、邮

编、地址等。这类问题的主要成因是自然语

言表达上的差异性会造成同一实体存在多

种表 达形式。比较典 型的例子是 地址，人

们需要对其进行规范化处理，以提升数据

的质量。地址的规范化面临的一个比较大

的挑战就是粒度的选取，同一个地址可以

用不同粒度进行表达。数据的规范化处理

需要根据应用的需求特点，确定数据粒度
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和表达方式。地址规范化处理背后的问题

是实体链指问题，即把同一实体的不同表

达形式（不同名字）映射到同一个实体名字

上，消除实体表达的语义鸿沟，进而通过关

联在数据集中不同地方出现的相同语义的

实体，达到数据融合的目的。

此外，缺失值填充也是 数据 规范化处

理过程中常见的问题。一种处理方式是利

用缺失数据的上下文数据，采用数据插值

的办法修复缺失数据；另一种处理方式是

采用平均值或者缺省值的办法填充缺失数

据，有时候也用这种办法替换系统发现的

异常值。

3.4  数据融合与摘取

很多数据价值的发现源自于多源异构

数据之间的关联和在关联数据基础之上进

行的数据分析。将多个数据集（很可能来自

于多个数据源）融合到一起，可使数据内容

更丰富，更容易获得新的发现。然而，多源

数据融合所需的数据整理过程面临的挑战

是很大的。多源头的数据缺少统一的设计，

这导致数据集成和数据融合的难度加大。

传统的基于模式的数据集成方法很难发挥

出大的作用，解决 这一难题更多地要从数

据项的层面关联 数 据。因此，实体链指 操

作在数据融合 过程中就显得尤为重要。数

据 在实 体 层面的 链 指 可以丰 富实 体 的 语

义，建 立 跨数 据项之间的关联。由于实体

表达的模糊性，实体上下文信息对实体链

指 精度的影响非常大，有效利用实体上下

文信息（如文本中的语境、表结构中同行属

性值等）是实体链指的关键。

数据融合是数据集整合的过程，有些

分析任务未必需要全部整 合后的数据，可

能仅需要一部分数据支撑分析任务。在这

种情况下，需要从数据集中提取部分数据

（如一些样本或者数 据片段），降低 数 据

量，供数据分析模型实现分析操作。这一过

程称作数据摘取，它需要根据任务的特点

摘取相关数据。

3.5  发布共享

企业中复杂的数据分析任务经常需要

被共享，某些数据整理操作也会被重复使

用，这意味着数据整理的操作也是企业机

构的一种资源。企业需要将这些操作以脚

本的形式物化出来，使其能够被检索、分享

和重复利用。经过数据整理过程的数据，其

世袭关系需要被记录下来，以确保用户能够

追溯数据的来源，也便于利用索引技术检索

需要的数据整理操作。企业内部对数据整

理的共享对于企业内部知识管理、协同工作

而言有很重要的意义。

4  以技术带动数据治理能力

通过以上分析可以看出，数据整理以提

升数据分析的效率和质量为目的，在整个大

数据分析流程中占有重要的地位。近些年

来，尽管学术界在数据质量管理方面做了

大量的研究性工作，但在实际应用中，很多

数据整理的需求并没有得到很好的满足，

还缺少数据整理方面的工具，尤其是系统化

的数据整理工具[4]。对于工业界而言，数据

整理工作更多地被看作数据分析人员应完

成的工作，人们并没有从工具和系统的角

度开发设 计高效率的数据准备工具，这使

得数据分析人员在执行数据整理任务时，

执行了大量重复性的工作。因此，加强数据

整理的研究和应用工作是很有必要的。

4.1  数据的结构化与规范化

信息抽取是指从非结构化的文本中识

别实体，并发现实体的属性、实体之间的关

系，在互联网信息抽取、知识库构建等领域

发挥着重要的作用。命名实体识别的目的

是发现文档中的各种实体，如人物、地理位

置、组织、日期、时间等。命名实体识别技术

分为以下3类。

● 基于正则表达式的命名实体识别：把

预先定义的正则表达式和文本进行匹配，

把 符 合正则表 达 式的 文 本 模 式 都定位 出

来。基于正则表达式的命名实体识别一般

用于识别日期、时间、金额、电子邮件等规

则的文本。

● 基于字典的命名实体识别：把文本和

字典里的<短语，类别>对进行匹配，对匹配

的短语进行实体标注，一般用于识别人名、

地名。

● 基于机器学习模型的命名实体识别：

预先对一部分文档进行实体标注，产生一

系列的<短语，类别>对，利用这些文档进行

机器学习模型的训练，然后用这个模型 对

没有遇到过的文档进行命名实体识别和标

注。

指代消解是自然语言处理中和命名实

体识别关联的一个重要问题。比如在对某位

专家学者进行的一个访谈中，除了第一次提

到其姓名、职务之外，之后提到这位专家，

文本中可能使用“某博士”“某教授”“他”

等代称，或者以其担任的职务相称，如“所

长”等。如果访谈中还提及其他人物，并且

也使用了类似的代称，那么把这些代称对

应到正确的命名实体上就是指代消解。在

自然语言处理中，经常遇 到的一个问题是

命名实体的歧义，比如重名问题。为了让计

算机正确地分析自然语言书写的文本，命名

实体的歧义需要被消除，也就是把具有歧

义的命名实体唯一地标识出来。

关系抽取是信息抽取的一个重要的子

任务，负责从文本中识别出实体之间的语义

关系。它分为3类方法：有监督的学习方法，

该方法包括基于特征向量的学习方法和基

于核函数的学习方法；半监督的学习方法，

该方法无需人工标注语料库，但是需要根

据预定义好的关系类型人工构造出关系实

例，将这个关系实例作为种子集合，然后利

用Web或者大规模语料库信息的高度冗余

性，充分挖掘关系描述模式，通过 模式匹

配，抽取新的实体关系实例；无监督的学习

方法，该方法是一种自底向上的信息抽取策

略，它假设拥有相同语义关系的实体对的上

下文信息较为相似，其上下文集合代表该

实体对的语义关系。较新的技术是使用向

量（embedding，基于词或者实体）的方式

将结构化和非结构化数据中提及的实体关

联起来，利用向量间的相似性，实现以向量

为中介的异构数据的结构化处理和关联。

4.2  数据集成

数据集成是伴随企业信息化建设的不

断深入而形成的。例如，因业务的需要，企

事业单位内部普遍构建了多个异构的信息

系统（这些信息系统可以自主选择合适的

操作系统，有独 立的数据库 和应用界面，

完全是一个自治的系统），并积累了图片、

Word、PDF、Excel、网页等大量非结构化文

件。由于开发部门和开发时间的不同，这些

信息系统中管理的数据源彼 此独立、相互

封闭，形成了“信息孤岛”，数据难以在系

统之间形成快速有效的共享。数据管理与

数据分析需要打破这些“信息孤岛”，实现

不同“孤岛”信息系统的互联互通，进而施

行精准的决策分析。例如，在电子政务领域

中，很多地方的政府机关有多少个委、办、

局，就有多少个信息系统，每个信息系统都

由独立的信息中心进行维护。政府机关之间

需要实现信息互联互通、资源共享，最终实
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和表达方式。地址规范化处理背后的问题

是实体链指问题，即把同一实体的不同表

达形式（不同名字）映射到同一个实体名字

上，消除实体表达的语义鸿沟，进而通过关

联在数据集中不同地方出现的相同语义的

实体，达到数据融合的目的。

此外，缺失值填充也是 数据 规范化处

理过程中常见的问题。一种处理方式是利

用缺失数据的上下文数据，采用数据插值

的办法修复缺失数据；另一种处理方式是

采用平均值或者缺省值的办法填充缺失数

据，有时候也用这种办法替换系统发现的

异常值。

3.4  数据融合与摘取

很多数据价值的发现源自于多源异构

数据之间的关联和在关联数据基础之上进

行的数据分析。将多个数据集（很可能来自

于多个数据源）融合到一起，可使数据内容

更丰富，更容易获得新的发现。然而，多源

数据融合所需的数据整理过程面临的挑战

是很大的。多源头的数据缺少统一的设计，

这导致数据集成和数据融合的难度加大。

传统的基于模式的数据集成方法很难发挥

出大的作用，解决 这一难题更多地要从数

据项的层面关联 数 据。因此，实体链指 操

作在数据融合 过程中就显得尤为重要。数

据 在实 体 层面的 链 指 可以丰 富实 体 的 语

义，建 立 跨数 据项之间的关联。由于实体

表达的模糊性，实体上下文信息对实体链

指 精度的影响非常大，有效利用实体上下

文信息（如文本中的语境、表结构中同行属

性值等）是实体链指的关键。

数据融合是数据集整合的过程，有些

分析任务未必需要全部整 合后的数据，可

能仅需要一部分数据支撑分析任务。在这

种情况下，需要从数据集中提取部分数据

（如一些样本或者数 据片段），降低 数 据

量，供数据分析模型实现分析操作。这一过

程称作数据摘取，它需要根据任务的特点

摘取相关数据。

3.5  发布共享

企业中复杂的数据分析任务经常需要

被共享，某些数据整理操作也会被重复使

用，这意味着数据整理的操作也是企业机

构的一种资源。企业需要将这些操作以脚

本的形式物化出来，使其能够被检索、分享

和重复利用。经过数据整理过程的数据，其

世袭关系需要被记录下来，以确保用户能够

追溯数据的来源，也便于利用索引技术检索

需要的数据整理操作。企业内部对数据整

理的共享对于企业内部知识管理、协同工作

而言有很重要的意义。

4  以技术带动数据治理能力

通过以上分析可以看出，数据整理以提

升数据分析的效率和质量为目的，在整个大

数据分析流程中占有重要的地位。近些年

来，尽管学术界在数据质量管理方面做了

大量的研究性工作，但在实际应用中，很多

数据整理的需求并没有得到很好的满足，

还缺少数据整理方面的工具，尤其是系统化

的数据整理工具[4]。对于工业界而言，数据

整理工作更多地被看作数据分析人员应完

成的工作，人们并没有从工具和系统的角

度开发设 计高效率的数据准备工具，这使

得数据分析人员在执行数据整理任务时，

执行了大量重复性的工作。因此，加强数据

整理的研究和应用工作是很有必要的。

4.1  数据的结构化与规范化

信息抽取是指从非结构化的文本中识

别实体，并发现实体的属性、实体之间的关

系，在互联网信息抽取、知识库构建等领域

发挥着重要的作用。命名实体识别的目的

是发现文档中的各种实体，如人物、地理位

置、组织、日期、时间等。命名实体识别技术

分为以下3类。

● 基于正则表达式的命名实体识别：把

预先定义的正则表达式和文本进行匹配，

把 符 合正则表 达 式的 文 本 模 式 都定位 出

来。基于正则表达式的命名实体识别一般

用于识别日期、时间、金额、电子邮件等规

则的文本。

● 基于字典的命名实体识别：把文本和

字典里的<短语，类别>对进行匹配，对匹配

的短语进行实体标注，一般用于识别人名、

地名。

● 基于机器学习模型的命名实体识别：

预先对一部分文档进行实体标注，产生一

系列的<短语，类别>对，利用这些文档进行

机器学习模型的训练，然后用这个模型 对

没有遇到过的文档进行命名实体识别和标

注。

指代消解是自然语言处理中和命名实

体识别关联的一个重要问题。比如在对某位

专家学者进行的一个访谈中，除了第一次提

到其姓名、职务之外，之后提到这位专家，

文本中可能使用“某博士”“某教授”“他”

等代称，或者以其担任的职务相称，如“所

长”等。如果访谈中还提及其他人物，并且

也使用了类似的代称，那么把这些代称对

应到正确的命名实体上就是指代消解。在

自然语言处理中，经常遇 到的一个问题是

命名实体的歧义，比如重名问题。为了让计

算机正确地分析自然语言书写的文本，命名

实体的歧义需要被消除，也就是把具有歧

义的命名实体唯一地标识出来。

关系抽取是信息抽取的一个重要的子

任务，负责从文本中识别出实体之间的语义

关系。它分为3类方法：有监督的学习方法，

该方法包括基于特征向量的学习方法和基

于核函数的学习方法；半监督的学习方法，

该方法无需人工标注语料库，但是需要根

据预定义好的关系类型人工构造出关系实

例，将这个关系实例作为种子集合，然后利

用Web或者大规模语料库信息的高度冗余

性，充分挖掘关系描述模式，通过 模式匹

配，抽取新的实体关系实例；无监督的学习

方法，该方法是一种自底向上的信息抽取策

略，它假设拥有相同语义关系的实体对的上

下文信息较为相似，其上下文集合代表该

实体对的语义关系。较新的技术是使用向

量（embedding，基于词或者实体）的方式

将结构化和非结构化数据中提及的实体关

联起来，利用向量间的相似性，实现以向量

为中介的异构数据的结构化处理和关联。

4.2  数据集成

数据集成是伴随企业信息化建设的不

断深入而形成的。例如，因业务的需要，企

事业单位内部普遍构建了多个异构的信息

系统（这些信息系统可以自主选择合适的

操作系统，有独 立的数据库 和应用界面，

完全是一个自治的系统），并积累了图片、

Word、PDF、Excel、网页等大量非结构化文

件。由于开发部门和开发时间的不同，这些

信息系统中管理的数据源彼 此独立、相互

封闭，形成了“信息孤岛”，数据难以在系

统之间形成快速有效的共享。数据管理与

数据分析需要打破这些“信息孤岛”，实现

不同“孤岛”信息系统的互联互通，进而施

行精准的决策分析。例如，在电子政务领域

中，很多地方的政府机关有多少个委、办、

局，就有多少个信息系统，每个信息系统都

由独立的信息中心进行维护。政府机关之间

需要实现信息互联互通、资源共享，最终实
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现政务服务的协同操作，从而使社会大众

真正享受到一站式办公服务（例如杭州市

政府工作报告中的“最多跑一次”改革）。

事 实上，许 多互联 网应 用（包 括机 票、酒

店、餐 饮、租房、商品比价等服务）也是把

来自不同 数 据 源中的 数 据 进 行有 效 集 成

后，对外提供统一的访问服务的。

数据集成把一组自治、异构数据源中

的数据进行 逻辑或物理上的集中，并对外

提供统一的访问接口，从而实现全面的数据

共享。数据集成的核心任务是将互相关联

的异构数据源集成到一起，使用户能够以

透明的方式访问这些数据源。集成是指维

护数据源整体上的数据一致性，提高信息

共享利用的效率；透明的方式是指用户无需

关心如何实现对异构数据源数据的访问，

只关心以何种方式访问何种数据即可[5]。数

据集成涉及的数据源通常是异构的，数据

源可以是各类数据库，也可以是网页中包含

的结构化信息（例如表格）、非结构化信息

（网页内容），还可以是文件（例如结构化

CSV文件、半结构化的XML文件、非结构化

的文本文件）等。数据集成中涉及的数据源

具有自治性，这些数据源可以在不通知集

成系统的前提下改变自身的结构和数据。

数据源的异构性和自治性是数据集成系

统面临的两个主要挑战。针对这两个挑战，数

据集成通常采用如下两种解决方案。

（1）数据仓库

人们把一组自治数据源中的数据加载

并存储到一个物理数据库（称为数据仓库）

中，然后在数据仓库上对集成后的数据进

行后续的操作和分析。图1显示了基于数据

仓库的数据集成系统架构。数据仓库技术

涉及的技术包括ETL、元数据管理和数据仓

库本身涉及的技术。ETL定期地从各个数据

源中抽取（extract）、转换（transform）、加

载（load）数据到数据仓库中。元数据管理

涉及对数据源的描述、对数据仓库中数据

的描述、数据仓库中数据与数据源中数据

之间的语义映射。例如，针对关系数据库类

型的数据源，语义映射维护数据源中的某

个属性 对应于数据仓库的某个属性，并指

定如何把属性分配到不同的表中。此外，语

义映射还要解决不同数据源间数据描述的

不统一、语义冲突、数据的冗余等问题。

（2）虚拟集成系统

在虚拟集成系统中，数据保存在原来

的数据源中，只在查询时才需要访问。图2

显示了一个典型的虚拟集成系统的架构，

该类集成系统使用中间模式建立全局数据

的逻辑视图，中间模式向下协调各 数 据源

系统，向上为访问集成数据的应用提供统

一数据模式和数据访问的通用接口。各 数

据源独立性强，虚拟集成系统则主要为异

构数据源提供高层次的数据访问服务。元

数据维护数据源的基本信息以及中间模式

到数据源之间的语义映射等。虚拟集成系统

接收到用户的查询请求后，根据元数据信息

进行查询的重写，把对中间模式的查询转化

为对数据源的查询。类似于数据库的查询处

理，虚拟集成系统也会进行查询的优化，包

括访问数据源的顺序、不同数据源之间的

操作访问（例如两个数据源之间数据的连接

算法）等。每个数据源都连有一个封装器，

负责把上层用户的查询转发到数据源，并

把数据源返回的结果转发给上层的应用。虚

拟集成系统的关键问题是如何构造逻辑视

图，并使得不同数据源的数据模式映 射到

这个中间模式上。

无论是基于数据仓库还是基于中间模

式的数据集成系统，都需要完成实体与关

联抽取、模式匹配（schema matching）、实

体对齐（record linkage或entity resolution）

和实体融合（data fusion）这4个步骤。面向

结构化数据的实体与关联抽取技术比较直

观，面向非结构化数据的实体与关联抽取

可参考第4.1节。模式匹配主要用于发现并
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映射两个或多个异构数据源之间的属性对

应关系，在大规模数据背景下尤为重要。目

前，基于朴素贝叶斯、stacking等机器学习算

法的模式匹配得到了广泛的研究，并在某

些特定领域得到了良好的应用。基于模式匹

配，实体对齐的目标是根据匹配属性的记录

特征，将数据源中指代同一实体的记录连

接起来。实体对齐主要分为3个步骤：获取

候选集、成对匹配、聚簇处理。广义地说，

实体对齐的方法可以划分为无监督学习和

有监督学习。随着人工智能技术的发展，基

于决策树、Logist ic回归、支持向量机（sup-

port vector machine，SVM）的机器学习方

法以及基于词向量（word embedding）的深

度学习方法被应用于实体对齐，以提高算法

的性能。使用实体对齐可以把一组数据源

中同一实体的不同记录连接起 来，由于数

据质量问题，这些记录在描述同一实体时

可能存在数据冲突，例如同一个人的住址在

不同数据源之间的描述可能是不一样的。

因此，在数据集成的最终环节中，实体融合

旨在消除不同数据源之间同一个实体属性

值的冲突，将不同的数据信息进行综合，从

而提取出统一、丰富、高精度的数据。实体

融合的主要方法包括基于规则的无监督学

习、结合标注数据的半监督学习等。虽然基

于标注数据的半监督学习在精度、召回率等

方面均获得了令人满意的效果，但是其最大

的挑战在于带标签训练数据的获取往往需

要耗费较大的人力和物力。如何利用主动学

习获取训练数据以降低研究代价，是当前学

术界和工业界研究的热点话题。

4.3  数据清洗与数据质量评估

数据清洗是指从数据中检测并纠正可

能的错误，以确保数据的质量并符合与领

域相关的完整性约束。数据清洗是绝大多

数数据驱动的任务的必要步骤。缺乏有效

的数据清洗可能会使后续的数据分析产生

垃圾进、垃圾出（garbage in, garbage out，

GIGO）的不良后果。然而，由于数据越发显

著的大规模、异质性、高噪音等特点，数据

清洗也面临着极大的挑战，这也是近年来

学术界和工业界的攻坚重点[6]。一般来说，

数据清洗可以分为两个基本的任务：错误

检测，即发现数 据中潜在的错 误、重 复或

缺 失等；数 据 修 复，即针对发现的错 误，

对数据进行修复。下面结合 一个具体的实

例分别进行介绍。

图 1  基于数据仓库的数据集成系统架构

图 2  基于中间模式的数据集成系统架构
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现政务服务的协同操作，从而使社会大众

真正享受到一站式办公服务（例如杭州市

政府工作报告中的“最多跑一次”改革）。

事 实上，许 多互联 网应 用（包 括机 票、酒

店、餐 饮、租房、商品比价等服务）也是把

来自不同 数 据 源中的 数 据 进 行有 效 集 成

后，对外提供统一的访问服务的。

数据集成把一组自治、异构数据源中

的数据进行 逻辑或物理上的集中，并对外

提供统一的访问接口，从而实现全面的数据

共享。数据集成的核心任务是将互相关联

的异构数据源集成到一起，使用户能够以

透明的方式访问这些数据源。集成是指维

护数据源整体上的数据一致性，提高信息

共享利用的效率；透明的方式是指用户无需

关心如何实现对异构数据源数据的访问，

只关心以何种方式访问何种数据即可[5]。数

据集成涉及的数据源通常是异构的，数据

源可以是各类数据库，也可以是网页中包含

的结构化信息（例如表格）、非结构化信息

（网页内容），还可以是文件（例如结构化

CSV文件、半结构化的XML文件、非结构化

的文本文件）等。数据集成中涉及的数据源

具有自治性，这些数据源可以在不通知集

成系统的前提下改变自身的结构和数据。

数据源的异构性和自治性是数据集成系

统面临的两个主要挑战。针对这两个挑战，数

据集成通常采用如下两种解决方案。

（1）数据仓库

人们把一组自治数据源中的数据加载

并存储到一个物理数据库（称为数据仓库）

中，然后在数据仓库上对集成后的数据进

行后续的操作和分析。图1显示了基于数据

仓库的数据集成系统架构。数据仓库技术

涉及的技术包括ETL、元数据管理和数据仓

库本身涉及的技术。ETL定期地从各个数据

源中抽取（extract）、转换（transform）、加

载（load）数据到数据仓库中。元数据管理

涉及对数据源的描述、对数据仓库中数据

的描述、数据仓库中数据与数据源中数据

之间的语义映射。例如，针对关系数据库类

型的数据源，语义映射维护数据源中的某

个属性 对应于数据仓库的某个属性，并指

定如何把属性分配到不同的表中。此外，语

义映射还要解决不同数据源间数据描述的

不统一、语义冲突、数据的冗余等问题。

（2）虚拟集成系统

在虚拟集成系统中，数据保存在原来

的数据源中，只在查询时才需要访问。图2

显示了一个典型的虚拟集成系统的架构，

该类集成系统使用中间模式建立全局数据

的逻辑视图，中间模式向下协调各 数 据源

系统，向上为访问集成数据的应用提供统

一数据模式和数据访问的通用接口。各 数

据源独立性强，虚拟集成系统则主要为异

构数据源提供高层次的数据访问服务。元

数据维护数据源的基本信息以及中间模式

到数据源之间的语义映射等。虚拟集成系统

接收到用户的查询请求后，根据元数据信息

进行查询的重写，把对中间模式的查询转化

为对数据源的查询。类似于数据库的查询处

理，虚拟集成系统也会进行查询的优化，包

括访问数据源的顺序、不同数据源之间的

操作访问（例如两个数据源之间数据的连接

算法）等。每个数据源都连有一个封装器，

负责把上层用户的查询转发到数据源，并

把数据源返回的结果转发给上层的应用。虚

拟集成系统的关键问题是如何构造逻辑视

图，并使得不同数据源的数据模式映 射到

这个中间模式上。

无论是基于数据仓库还是基于中间模

式的数据集成系统，都需要完成实体与关

联抽取、模式匹配（schema matching）、实

体对齐（record linkage或entity resolution）

和实体融合（data fusion）这4个步骤。面向

结构化数据的实体与关联抽取技术比较直

观，面向非结构化数据的实体与关联抽取

可参考第4.1节。模式匹配主要用于发现并
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映射两个或多个异构数据源之间的属性对

应关系，在大规模数据背景下尤为重要。目

前，基于朴素贝叶斯、stacking等机器学习算

法的模式匹配得到了广泛的研究，并在某

些特定领域得到了良好的应用。基于模式匹

配，实体对齐的目标是根据匹配属性的记录

特征，将数据源中指代同一实体的记录连

接起来。实体对齐主要分为3个步骤：获取

候选集、成对匹配、聚簇处理。广义地说，

实体对齐的方法可以划分为无监督学习和

有监督学习。随着人工智能技术的发展，基

于决策树、Logist ic回归、支持向量机（sup-

port vector machine，SVM）的机器学习方

法以及基于词向量（word embedding）的深

度学习方法被应用于实体对齐，以提高算法

的性能。使用实体对齐可以把一组数据源

中同一实体的不同记录连接起 来，由于数

据质量问题，这些记录在描述同一实体时

可能存在数据冲突，例如同一个人的住址在

不同数据源之间的描述可能是不一样的。

因此，在数据集成的最终环节中，实体融合

旨在消除不同数据源之间同一个实体属性

值的冲突，将不同的数据信息进行综合，从

而提取出统一、丰富、高精度的数据。实体

融合的主要方法包括基于规则的无监督学

习、结合标注数据的半监督学习等。虽然基

于标注数据的半监督学习在精度、召回率等

方面均获得了令人满意的效果，但是其最大

的挑战在于带标签训练数据的获取往往需

要耗费较大的人力和物力。如何利用主动学

习获取训练数据以降低研究代价，是当前学

术界和工业界研究的热点话题。

4.3  数据清洗与数据质量评估

数据清洗是指从数据中检测并纠正可

能的错误，以确保数据的质量并符合与领

域相关的完整性约束。数据清洗是绝大多

数数据驱动的任务的必要步骤。缺乏有效

的数据清洗可能会使后续的数据分析产生

垃圾进、垃圾出（garbage in, garbage out，

GIGO）的不良后果。然而，由于数据越发显

著的大规模、异质性、高噪音等特点，数据

清洗也面临着极大的挑战，这也是近年来

学术界和工业界的攻坚重点[6]。一般来说，

数据清洗可以分为两个基本的任务：错误

检测，即发现数 据中潜在的错 误、重 复或

缺 失等；数 据 修 复，即针对发现的错 误，

对数据进行修复。下面结合 一个具体的实

例分别进行介绍。

图 1  基于数据仓库的数据集成系统架构

图 2  基于中间模式的数据集成系统架构
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错误检测任务旨在发现影响数据质量

的错误因素。一般将错误因素划分为4类，

下面通过图3的示例进行说明。

（1）异常值

异常值是指明显不符合属性语义的取

值。例如，图3中t2的年龄为5岁，显然与其有

工作单位这一事实是相悖的。然而，设计一

种方法让计算机自动地、通用地检测出异

常值是个挑战性很大的问题。现有的代表

性解决方案包含以下几类。

● 基于统计的方法：首先使用一定的分

布对数据进行建模，进而检测某个取值是

否显著性地偏离正常值。例如，针对图3示例

中年龄的例子，可以使用正态分布对数据建

模，并计算均值与标准差。如果某个取值在

k倍的标准差（如k=3）外，则认定其为异常

值。更进一步地，由于均值对异常值比较敏

感，很多方法使用中位数作为均值。

● 基于距离的方法：度量数据值之间的

距离，将与大多数数据距离过远的值认定

为异常值。

（2）结构性错误

结构性错误是指数据不符合特定领域

语义要求的完整性约束。例如图3示例中t1

的工作单位是中国人民大学，其所在城市应

该为北京，而非上海。检测结构性错误最直

接的方法是从外部输入与领域相关的约束

条件，如工作单位决定了所在城市。然而，

这种方法往往耗时耗力，且很难达到通用

性。因此，现有的大多数工作聚焦于从数据

中发现潜在的约束条件，如条件函数依赖
[7]、拒绝约束规则[8]等。近些年，也有些研究

者考虑借助外部通用的知识图谱及互联网

上公开可用的众包服务（crowdsourcing）
[9]，其基本的思想是通过发现数据中与知识

图谱或 众包标注违背的部分，归纳出结构

性错误。

（3）记录重复

记录重复在真实数据中十分 普遍，其

原因是多方面的，比如数据可能由不同的机

构提供，或者数据整 合自组织的内外部渠

道。例如，图3中的t1和t4实际上指代同一个

人，但由于数据存在结构性错误（如t1的城

市）、缩写（如t4中的“人大”实为“中国人

民大学”的缩写）、属性对应错误（t4中的姓

氏与名字填反了）等问题，而被计算机认为

是两条不同的记录。记录重复会对数据分析

造成很大的影响。人们一般采取实体识别技

术解决记录重复问题，其本质与上文提到的

实体匹配是相同的。由于前文已经给出了详

细的探讨，此处不再赘述。

（4）数据缺失

数 据 缺 失 是 指 数 据 的 部 分属性 不 存

在于数 据库中，例如，图3示例中的t 3缺 失

了 工作 单 位 信 息 。这 会 在 两 个 层 面 给 数

据 分析带来负面影响：一方面，数 据 缺 失

带来 信息的损 失；另一方面，不同数 据源

在数据缺失时使用的默认值不尽相同，如

“NA”“NaN”“Nu ll”等，这会进一步误

导后续的分析过程。针对数据缺失，现有的

方法是采用缺失值插补（data imputation）

技术进行修复，其基本想法是使用合理的

模型推断出缺失值。比较简单的办法是使

用统一的全局值或其他记录在该属性的平

均值 进行插补，然而这 些方法没有考虑具

体的数据记录，在实际中难以得到良好的效

果。更为有效的办法是采用最大可能性的数

据值并进行推理，例如找出最相似记录的相

应取值并进行插补，或通过建立贝叶斯或决

策树分类器，将缺失值插补建模成一个分类

的问题。

数据修复任务是指根据检测出的错误

对数据进行更新，以达到纠正错误的目的。

与前文介绍的错误检测相比，数据修复的

挑战性更大，因为通常缺乏对修复进行指

导的信号。为了应对这一挑战，现有的方法

往往采用外部知识或一些定量的统计指标
[10]。最近，也有人提出一些新方法，即采用

机器学习的手段融合多源信号，将 数据修

复建模成一个联合推理的问题[11]。

5  结束语

数据整理需要研究的工作还有很多。如

何开展有针对性的研究工作，并系统化地集

成各方面的相关研究工作，形成数据整理方

面整体上的研究和应用影响力？威 斯康辛

大学麦迪逊分校的AnHai Doan教授等人[4]

倡议，从事相关领域的研究学者应充分利用

庞大的Py thon开源社区PyData，投入系统

化的数据准备工具研制中，将研究成果更好

地应用在实际场景中。这或许是一条较为可

行的技术路线。
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错误检测任务旨在发现影响数据质量

的错误因素。一般将错误因素划分为4类，

下面通过图3的示例进行说明。

（1）异常值

异常值是指明显不符合属性语义的取

值。例如，图3中t2的年龄为5岁，显然与其有

工作单位这一事实是相悖的。然而，设计一

种方法让计算机自动地、通用地检测出异

常值是个挑战性很大的问题。现有的代表

性解决方案包含以下几类。

● 基于统计的方法：首先使用一定的分

布对数据进行建模，进而检测某个取值是

否显著性地偏离正常值。例如，针对图3示例

中年龄的例子，可以使用正态分布对数据建

模，并计算均值与标准差。如果某个取值在

k倍的标准差（如k=3）外，则认定其为异常

值。更进一步地，由于均值对异常值比较敏

感，很多方法使用中位数作为均值。

● 基于距离的方法：度量数据值之间的

距离，将与大多数数据距离过远的值认定

为异常值。

（2）结构性错误

结构性错误是指数据不符合特定领域

语义要求的完整性约束。例如图3示例中t1

的工作单位是中国人民大学，其所在城市应

该为北京，而非上海。检测结构性错误最直

接的方法是从外部输入与领域相关的约束

条件，如工作单位决定了所在城市。然而，

这种方法往往耗时耗力，且很难达到通用

性。因此，现有的大多数工作聚焦于从数据

中发现潜在的约束条件，如条件函数依赖
[7]、拒绝约束规则[8]等。近些年，也有些研究

者考虑借助外部通用的知识图谱及互联网

上公开可用的众包服务（crowdsourcing）
[9]，其基本的思想是通过发现数据中与知识

图谱或 众包标注违背的部分，归纳出结构

性错误。

（3）记录重复

记录重复在真实数据中十分 普遍，其

原因是多方面的，比如数据可能由不同的机

构提供，或者数据整 合自组织的内外部渠

道。例如，图3中的t1和t4实际上指代同一个

人，但由于数据存在结构性错误（如t1的城

市）、缩写（如t4中的“人大”实为“中国人

民大学”的缩写）、属性对应错误（t4中的姓

氏与名字填反了）等问题，而被计算机认为

是两条不同的记录。记录重复会对数据分析

造成很大的影响。人们一般采取实体识别技

术解决记录重复问题，其本质与上文提到的

实体匹配是相同的。由于前文已经给出了详

细的探讨，此处不再赘述。

（4）数据缺失

数 据 缺 失 是 指 数 据 的 部 分属性 不 存

在于数 据库中，例如，图3示例中的t 3缺 失

了 工作 单 位 信 息 。这 会 在 两 个 层 面 给 数

据 分析带来负面影响：一方面，数 据 缺 失

带来 信息的损 失；另一方面，不同数 据源

在数据缺失时使用的默认值不尽相同，如

“NA”“NaN”“Nu ll”等，这会进一步误

导后续的分析过程。针对数据缺失，现有的

方法是采用缺失值插补（data imputation）

技术进行修复，其基本想法是使用合理的

模型推断出缺失值。比较简单的办法是使

用统一的全局值或其他记录在该属性的平

均值 进行插补，然而这 些方法没有考虑具

体的数据记录，在实际中难以得到良好的效

果。更为有效的办法是采用最大可能性的数

据值并进行推理，例如找出最相似记录的相

应取值并进行插补，或通过建立贝叶斯或决

策树分类器，将缺失值插补建模成一个分类

的问题。

数据修复任务是指根据检测出的错误

对数据进行更新，以达到纠正错误的目的。

与前文介绍的错误检测相比，数据修复的

挑战性更大，因为通常缺乏对修复进行指

导的信号。为了应对这一挑战，现有的方法

往往采用外部知识或一些定量的统计指标
[10]。最近，也有人提出一些新方法，即采用

机器学习的手段融合多源信号，将 数据修

复建模成一个联合推理的问题[11]。

5  结束语

数据整理需要研究的工作还有很多。如

何开展有针对性的研究工作，并系统化地集

成各方面的相关研究工作，形成数据整理方

面整体上的研究和应用影响力？威 斯康辛

大学麦迪逊分校的AnHai Doan教授等人[4]

倡议，从事相关领域的研究学者应充分利用

庞大的Py thon开源社区PyData，投入系统

化的数据准备工具研制中，将研究成果更好

地应用在实际场景中。这或许是一条较为可

行的技术路线。
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